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Resumen

En la actualidad podemos observar un claro auge de la introducción de técnicas de
aprendizaje automático aplicadas a múltiples campos como por ejemplo la robótica, biome-
tría mediante verificación facial, reconocimiento de voz, clasificación de objetos, etc.

En respuesta a este auge, resulta cada vez más común la fabricación y distribución de
hardware de altas prestaciones, pero con un consumo demasiado elevado y con un propósito
generalista, no enfocado en ningún caso a procesos de aceleración de algoritmos clásicos de
Inteligencia Artificial en general, o Aprendizaje Automático en particular.

Por ello, cada vez más, se encuentran en el mercado nuevos dispositivos especializados
en IA (Inteligencia Artificial) que conjugan bajo consumo y alto rendimiento. Este tipo de
dispositivos se centran en la aceleración de procesos de entrenamiento o inferencia sobre
redes neuronales. En el presente trabajo realizaremos un estudio centrándonos en el proceso
de inferencia, cuyos principales retos desde el punto de vista computacional son los estrictos
requisitos a nivel de consumo energético y tiempo de respuesta.

Concretamente, en este trabajo nos centraremos en realizar el análisis de un nuevo hard-
ware de propósito específico (concretamente el procesador Kendryte K210), incidiendo sobre
su rendimiento y consumo energético sobre una aplicación de visión artificial empotrada pa-
ra la clasificación automática de objetos. Para alcanzar este objetivo se han utilizado dos
placas, Maix Go y Maix Bit del fabricante Seeed Studio Sipeed, un conjunto de datos del
reto ImageNet ILSVRC 2012 y modelos MobileNet v1. Se han realizado los mismos experi-
mentos en ambas placas para determinar la diferencia de consumo energético y rendimiento
usando dos entornos de desarrollo, MicroPython y Standalone SDK C.
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Abstract

Nowdays we can observe a clear boom in the introduction of automatic learning techni-
ques applied to multiple �elds such as robotics, biometry through facial veri�cation, voice
recognition, object classi�cation, etc.

In response to this trend, it is increasingly common to manufacture and distribute high
performance hardware, but at the exchange of an unacceptable power consumption and with
a generalist purpose, not focused in any case on the acceleration of algorithms in Arti�cial
Intelligence (AI) in general, or Machine Learning (ML) in particular.

For this reason, more and more, new devices specialized in AI are available in the mar-
ket, combining low power consumption and high performance. These types of devices are
focused on accelerating training processes or inference on neuronal networks. In this work,
we will carry out a study focusing on the inference process, whose main challenges from the
computational point of view are the strict requirements in terms of energy consumption and
response time.

Speci�cally, in this work we will focus on the analysis of a new domain-speci�c accele-
rator �DSA� (speci�cally the Kendryte K210 processor) with emphasis on its performance
and power consumption on an embedded machine-vision application for automatic object
classi�cation. To achieve this goal, we have used two boards, Maix Go and Maix Bit manu-
factured by Seeed Studio Sipeed, a data set from the ImageNet ILSVRC 2012 challenge and
MobileNet v1 models. The same experiments have been performed on both boards to deter-
mine the di�erence in consumption and performance using two development environments,
MicroPython and Standalone SDK C.
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Capítulo 1

Introducción

1.1. Estado del arte

La Inteligencia Arti�cial (IA) es el área cientí�ca que se encarga del diseño y creación de

sistemas que puedan imitar las capacidades cognitivas del ser humano, percibiendo el entorno

y realizando acciones. Actualmente se ha convertido en un campo de estudio necesario para

facilitar y automatizar un elevado número de tareas de forma rápida, e�ciente y autónoma.

Una rama especí�ca de la Inteligencia Arti�cial es el Aprendizaje Automático, cuyo objetivo

es hacer que una máquina aprenda por si misma a partir de un conjunto de datos inicial,

desempeñándose cada vez mejor según la experiencia obtenida progresivamente.

Una de las herramientas más extendidas en los últimos tiempos en el ámbito de la IA

en general, y del Aprendizaje Automático en particular, son lasredes neuronales. Las redes

Figura 1.1 : Esquema general de una neurona. Imagen cortesía de [12].

neuronales (ver �gura 1.1) comprenden un conjunto de unidades conectadas entre sí llamadas
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neuronas que tienen como función procesar datos de entrada y generar salidas. Las redes

neuronales presentan tres tipos de capas interconectadas entre sí:(i) capa de entrada, que

recibe los primeros datos de entrada sin modi�car;(ii) capa de salida, que genera la salida

o salidas de los datos procesados a lo largo de las anteriores capas; y(iii) capas ocultas, de

número variable, son aquellas capas que no están conectadas directamente con las entradas

o salidas.

En cada capa pueden existir una o más neuronas conectadas totalmente o parcialmente

con las neuronas de la siguiente capa, de forma que cuando la salida de esta pase a la

siguiente neurona la salida generada será multiplicada por el valor del enlace entre ambas

denominadopeso, y acumulado a cada una del resto de las entradas. A la salida de cada

neurona puede existir una función de activación que se aplicará a los resultados obtenidos

de las neuronas conectadas a ellas y lo modi�carán para que no sobrepase cierto valor antes

de enviárselo a las siguientes neuronas. Existen múltiples funciones de activación, como por

ejemplo:

La función sigmoide, que transforma los valores bajos que tienden a 0 y los altos a 1

de manera asintótica.

f (x) =
1

1 + e� x

La función ReLU, que solo modi�ca los valores introducidos que sean negativos a 0.

f (x) =
�

0 for x < 0
x for x � 0

f 0(x) =
�

0 for x < 0
1 for x � 0

La función softmax, que cambia las salidas a una representación en forma de probabi-

lidades, siendo así que el sumatorio de todas ellas sea 1. Suele utilizarse en las últimas

capas, las de salida, en problemas de clasi�cación, por ejemplo.

� (z) j =
ezj

P K
k=1 ezj

El cómputo necesario para obtener los resultados a través de distintas operaciones en la red

neuronal puede llegar a ser ine�cientes si ésta es demasiado grande, por lo que para obtener
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un mejor rendimiento y optimizar el cálculo podemos realizar una representación matricial,

representando a modo de matriz los pesos de los enlaces y un vector o matriz los datos

o estímulos de entrada, haciendo que las operaciones realizadas como la multiplicación se

hagan entre matrices y vectores o solo entre matrices, operaciones típicamente optimizadas

en bibliotecas matemáticas.

Al �nal, para que una red neuronal esté entrenada y aprenda sola se necesitará redu-

cir una función de pérdida mediante un proceso conocido comoback-propagation, donde se

actualizan los valores de los pesos de las neuronas para reducir el valor de dicha función

de pérdida. La función de pérdida se utiliza para optimizar los valores de los parámetros

de una red neuronal, asignando un conjunto de valores de parámetros para la red neuro-

nal a un valor escalar indicando como de bien logran los parámetros realizar la tarea que

la misma debe realizar. El proceso mediante el cual una función de pérdida se reduce se

denomina propagación hacia atrás, algoritmo que funciona calculando el gradiente de la

función de pérdida con respecto a cada peso por la regla de la cadena, calculando el gra-

diente de una capa a la vez, iterando hacia atrás desde la última capa para evitar cálculos

redundantes propagándolo a las capas ocultas anteriores. Este proceso de entrenamiento es

computacionalmente costoso, y por tanto voraz a nivel de capacidades de cómputo. Es por

ello que suelen dedicarse gran cantidad de recursos computacionales para llevarse a cabo,

normalmente en servidores dedicados dentro de grandes centros de proceso de datos.

Entre los múltiples tipos de redes neuronales encontramos las redes neuronales convolu-

cionales, o CNNs. Las CNNs son aquellas que tienen por lo menos una capa convolucional.

Una red de este tipo por lo general tienen combinaciones de capas convolucionales, capas

de reducción y al �nal una capa que conecta con todas las neuronas de la siguiente capa.

En estas capas se suelen implementar �ltros convolucionales, que son matrices con unos

valores añadidos, los cuales se aplican a una matriz de entrada a modo de �ltro; cada ope-

ración convolucional trabaja sobre un fragmento de la matriz de entrada, por ejemplo en

una matriz de 5x5 si usamos un �ltro de 3x3 obtendríamos una matriz 3x3 en 9 operaciones
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convolucionales resultando una nueva matriz de 3x3 para después sumar los valores de esta

matriz y así obtener el resultado �nal de la operación. Después de esta capa se le aplica

como hemos visto anteriormente una función de activación antes de enviar el dato a la capa

de reducción, que consiste en reducir la matriz creada previamente por una capa convolu-

cional. Al igual que una operación convolucional, esta capa divide esa matriz en rodajas y

luego desliza esa operación convolucional progresivamente, obteniendo una matriz reducida;

normalmente de la matriz reducida se obtiene el valor medio o máximo. La última capa

será una capa totalmente conectada a la siguiente (implementada normalmente como un

producto de matrices) enviando los datos obtenidos a través de las anteriores capas.

Existen dos procesos importantes a destacar en toda aplicación de redes neuronales: el

entrenamientoy la inferencia. El entrenamiento es un proceso que consiste en la modi�cación

de los pesos de la red para que consiga extraer los resultados deseados a partir de datos

de entrada diferentes a los de entrenamiento. Uno de los hiperparámetros importantes es

el tamaño de lote (batch size), que controla el número de muestras de entrenamiento para

trabajar antes de que se actualicen los parámetros internos del modelo. También es relevante

el número de épocas (epoch) hiperparámetro que controla el número de pases completos a

través del conjunto de datos de entrenamiento. Este proceso es increíblemente costoso, ya

que requiere para una buena precisión en el resultado una cantidad muy grande de datos, y

por supuesto de cómputo a lo largo del ciclo de entrenamiento por lo que para este proceso

es normal que se usen GPUs, ya que son capaces de realizar muchas más operaciones que

una CPU. Las restricciones de precisión en el cómputo, además, son estrictas, para mejorar

tanto el tiempo de entrenamiento como la calidad de la red (o modelo) �nalmente entrenada.

La inferencia es el proceso el cual dado un modelo ya entrenado, devuelve el resultado

obtenido a partir de nuevos datos de entrada distintos a los del entrenamiento y dando el

resultado esperado. El tamaño de lote (batch size) es un hiperparámetro también usado en

inferencia, que se re�ere al número de muestras que se desean procesar en el modelo de

forma simultánea. El ajuste de este parámetro tiene como objetivo conseguir un balance

4



óptimo entre la latencia y la cantidad de muestras procesadas en el momento. Este proceso

no tiene tanto coste como el entrenamiento por lo que es necesario que sea rápido y barato,

y posibilita su ejecución cerca de la sensorización, por ejemplo en un dispositivo móvil o en

un sistema empotrado.

Las aplicaciones con redes neuronales son diversas, desde el reconocimiento facial hasta la

clasi�cación de objetos; normalmente, a nivel de inferencia, suelen realizarse en dispositivos

móviles, ya que, como se ha indicado, la inferencia es computacionalmente poco exigente,

y por tanto perfecta para esta clase de dispositivos. Con el objetivo de obtener un alto

rendimiento en los procesos de inferencia, y conseguir resultados de forma rápida y con

bajo coste, surgen las arquitecturas de propósito especí�co centradas en la aceleración de

algoritmos de aprendizaje automático y obteniendo un mayor rendimiento con un bajo

consumo.

Un claro ejemplo es el acelerador Kendryte K210 sobre el que se trabaja en el presente

proyecto; utilizando esta plataforma, se llevará a cabo una evaluación del proceso de in-

ferencia sobre dos placas que integran este sistema y realizarán comparaciones con otras

arquitecturas alternativas como los aceleradores en forma de USB, Google Coral y el Intel

Neural Compute Stick 2, obteniendo resultados experimentales sobre el rendimiento (en tér-

minos defps (fotogramas por segundo) y consumo energético (en vatios (W)). Este tipo de

arquitecturas se denominan DSAs (Domain Speci�c Accelerators), y se consideran en gran

auge en la actualidad en muchos ámbitos, incluida la Inteligencia Arti�cial.

1.2. Objetivos del trabajo

El objetivo de este TFG es realizar unanálisis de rendimiento y consumo energético de

procesos de inferencia sobre redes neuronales sobre una arquitectura de propósito especí�-

co y compararla con otras arquitecturas alternativas. Para ello primero entrenaremos varios

modelos, los convertiremos al formatoKModel soportado por el Kendryte K210, y rea-

lizaremos inferencia en un marco experimental reproducible para obtener resultados que
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también lo sean, y que por tanto permitan un análisis aislado y comparativo �able con otras

DSAs.

1.3. Estructura de la memoria

La memoria se estructura en 6 capítulos:

Capítulo 1: se realiza una breve introducción al aprendizaje automático, las redes

neuronales y a las arquitecturas de propósito general y especí�co para redes neuronales

además de hablar sobre los objetivos del trabajo y la estructura de la memoria.

Capítulo 2: se describe la arquitectura Kendryte K210, sus características, las placas

con las que hemos realizado los experimentos y otras placas alternativas que usaremos

para la comparación.

Capítulo 3: en este capítulo se describe la infraestructura software que hemos utili-

zado en este proyecto, así como las herramientas utilizadas para el entrenamiento,

compilación y ejecución del mismo.

Capítulo 4: lista los pasos a desarrollar desde que elegimos el conjunto de datos y los

requisitos previos antes de empezar el entrenamiento, hasta la ejecución del modelo

pasando previamente por la compilación del modelo.

Capítulo 5: se centra en los experimentos realizados en ambas placas, los resultados

obtenidos y una comparación con otras arquitecturas alternativas.

Capítulo 6: se extraen una serie de conclusiones �nales tras la realización del trabajo.
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1.4. State of the art

Arti�cial intelligence is the area that designs and creates systems that can imitate human

abilities by perceiving the environment and performing actions. Currently it has become a

necessary study to facilitate many tasks in a quick and e�cient fashion. One of its main

branches is Machine Learning (ML) that aims at making a machine learn by itself from an

initial data set performing increasingly better based on the experience it obtains.

One of the most widespread tools in recent times in the �eld of AI in general, and

machine learning in particular, areneural networks.

Neural networks (see �gure 1.1) comprise a set of units connected to each other called

neurons whose function is to process input data and generate outputs. Neural networks

present three types of interconnected layers:(i) input layer , there is one that receives the

�rst unmodi�ed input data, (ii) output layer that generates the output or outputs of the

data processed along the previous layers and(iii) hidden layers, varying number, are those

layers that are not directly connected to the inputs or outputs.

In each layer there can be one or more neurons connected totally or partially with the

neurons of the next layer, so that when the output of the latter passes to the next neuron the

generated output will be multiplied by the value of the link between the two calledweight,

and accumulated to each of the other inputs. At the output of each neuron, there may be an

activation function that will be applied to the results obtained from the neurons connected

to them and will modify it so that it does not exceed a certain value before sending it to

the following neurons. There are multiple activation functions, such as:

The sigmoidfunction, that transforms low values with 0 and high values with 1 asym-

ptotically.

f (x) =
1

1 + e� x

The ReLU function, that only modi�es the entered values that are negative by cance-
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ling them.

f (x) =
�

0 for x < 0
x for x � 0

f 0(x) =
�

0 for x < 0
1 for x � 0

The softmax function, that changes the outputs to a representation in the form of

probabilities, so that the summation of all of them is 1. It is usually used in the last

layers, the output layers, in classi�cation problems, for example.

� (z) j =
ezj

P K
k=1 ezj

The computation necessary to obtain the results through di�erent operations in the neural

network it can become ine�cient if it is too large, so to obtain a better performance and

modi�cations to the calculation we can make a representation matrix representing as a

matrix the weights of the links and a vector or matrix the input data or stimulus, doing the

operations performed as the multiplication are done between matrices and vectors or only

between matrices, operations typically optimized in mathematical libraries.

At the end, for a neural network to be trained and learn on its own, it will be necessary

to reduce a loss function through a process known asback-propagation, where the values of

the weights of the neurons are updated to reduce the value of said loss function. The loss

function is used to optimize the values of the parameters of a neural network, assigning a

set of parameter values for the neural network to a scalar value indicating how well the

parameters achieve the task that it must perform. The process by which a loss function is

reduced is called backward propagation, an algorithm that works by calculating the gradient

of the loss function with respect to each weight by the chain rule, calculating the gradient of

one layer at a time, iterating backward from the last layer to avoid redundant calculations by

propagating it to the previous hidden layers.This training process is computationally costly,

and therefore voracious in terms of computing capabilities. This is why a large amount

of computing resources are usually dedicated to this process, usually on dedicated servers

within large data processing centers.
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Among the multiple types of neural networks we �nd the convolutional neural networks,

or CNNs. CNNs are those that have at least one convolutional layer. A network of this type

usually have combinations of convolutional layers, reduction layers, and �nally one layer

that connects to all the neurons in the next layer. In these layers, convolutional �lters are

usually implemented, which are matrices with added values, which are applied to an input

matrix as a �lter; each convocational operation works on a fragment of the input matrix,

for example in a 5x5 matrix if we use a 3x3 �lter we would obtain a 3x3 matrix in 9 con-

volutional operations resulting in a new 3x3 matrix and then add the values of this matrix

and thus obtain the �nal result of the operation. After this layer, an activation function is

applied as we have previously seen before sending the data to the reduction layer, which

consists of reducing the matrix previously created by a convolutional layer. As a convolu-

tional operation, this layer divides that matrix into slices and then slides that convolutional

operation by strides, obtaining a reduced matrix; normally from the reduced matrix the

average or maximum value is obtained. The last layer will be a layer fully connected to the

next (normally implemented as a matrix product) sending the data obtained through the

previous layers.

There are two important processes to highlight in any neural network application:trai-

ning and inference. Training is a process that consists of modifying the weights of the

network so that it can extract the desired results from input data other than the training

data. One of the important hyper parameters is thebatch size, which controls the number

of training samples to work with before the internal model parameters are updated. It is

also relevant the number ofepochswhich is a hyper parameter that controls the number of

complete passes through the training data set. This process is incredibly expensive, since

it requires for a good precision in the result a very large amount of data, and of course

computation throughout the training cycle, so for this process it is normal that GPUs are

used, since they are capable of performing many more operations than a CPU.The precision

restrictions in the computation, in addition, are strict, to improve both the training time
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and the quality of the network (or model) �nally trained

Inference is the process which, given a model already trained, returns the result obtained

from new input data other than the training data and giving the expected result.Batch size

is a hyper parameter also used in inference that refers to the number of samples you wish to

process in the model simultaneously.The adjustment of this parameter aims at an optimal

balance between latency and the number of samples processed at the moment. This process

does not have as much cost as training so it needs to be fast and cheap, and enables its

execution close to the sensor, e.g. in a mobile device or in an embedded system.

The applications are diverse, from facial recognition to classi�cation of objects; usually,

at the level of inference, they are carried out on mobile devices since, as stated, the inference

is computationally undemanding, and therefore perfect for this class of devices. With the ob-

jective of obtaining a high performance in the inference processes, and achieving results, and

to obtain results, quickly and at low cost, speci�c-purpose architectures are emerging that

are focused on accelerating machine learning algorithms and obtaining greater performance

with low consumption.

A clear example is the Kendryte K210 accelerator that is being worked on in the present

project; using this platform, an evaluation of the inference process will be carried out on two

boards that make up this system and perform comparisons with other architectures such

as USB-shaped accelerators, Google Coral and the Intel Neural Compute Stick 2, obtaining

experimental results on performance ( (frames per second)) and energy consumption (Watt

(W)). These types of architectures are called DSAs (Domain Speci�c Accelerators), and are

considered to be booming today in many areas, including Arti�cial Intelligence

1.5. Work objectives

The objective of this TFG is to do a performance and consumption analysis on a domain

speci�c architecture and compare with other alternative architectures. To do this, we will

�rst train several models, convert to theKModel format supported by the Kendryte K210,
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and we will make inference in a reproducible experimental framework to obtain a sure result,

analyze them and carry out a reliable comparison with the other DSAs.

1.6. Memory structure

Chapter 1: A brief introduction to machine learning, neural networks, and general-

purpose and neural network-speci�c architectures will be given in addition to discus-

sing work objectives and memory structure.

Chapter 2: Kendryte K210 architecture is described, its characteristics, the plates with

which we have carried out the experiments and other alternative boards that we will

use for comparison.

Chapter 3: the software infrastructure that we have used in this project is described,

as well as the tools used for training, compilation and execution of it.

Chapter 4: list the steps to develop, since we chose the data set and the prerequisites

before starting the training, up to the execution of the model, previously going through

the compilation of the model.

Chapter 5: focuses on the experiments carried out on both boards, the results obtained

and a comparison with other alternative architectures.

Chapter 6: a series of �nal conclusions are drawn after the completion of the work.

11



Capítulo 2

Infraestructura hardware. La
arquitectura Kendryte K210

2.1. Descripción y características

Kendryte K210 [14] es un sistema en chip (SoC) que integra capacidades de procesa-

miento para visión y audio. K210 implementa dos soluciones de inteligencia arti�cial y una

tercera híbrida; la primera es lavisión automática, con capacidad para detectar objetos,

clasi�car imágenes, detectar y reconocer rostros, obtener tamaño y coordenadas de un ob-

jetivo en tiempo real y obtener el tipo del objetivo detectado también en tiempo real. La

segunda solución esaudición automatizada, ya que el chip viene con un procesador de audio

de matriz de micrófonos de alto rendimiento para la orientación y formación de la fuente

en tiempo real, la cual nos permite detectar la orientación de la fuente del sonido, desper-

tador de voz y reconocimiento de voz. La tercera solución es una forma híbrida de las dos

anteriores que combina ambas para lograr un mayor rendimiento. Además el SoC ofrece un

rendimiento de 0.25 TOPS (TeraOperaciones Por Segundo) en su frecuencia base 400 MHz

en procesamiento de redes neuronales. A grandes rasgos, incorpora los siguientes elementos

principales, tal y como se observa en la �gura 2.1:

CPU: Equipa dos núcleos, cada uno con una FPU independiente de 64 bits de alto ren-

dimiento y bajo consumo basado en el ISA RISC-V. La frecuencia de funcionamiento

es regulable desde 400 MHz hasta 800 MHz, y una SRAM en chip de 8 MiB, además
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Figura 2.1 : Arquitectura del chip Kendryte K210 [14].

de soportar cálculos de coma �otante de precisión doble y simple. Tiene 2 memorias

caches, una para instrucciones y otra para datos, ambas de 32 KiB por núcleo.

KPU: Es un procesador de redes neuronales capaz de acelerar procesos de inferencia

sobre modelos previamente entrenados. Alguna de sus características son la integración

de operaciones de convolución, normalización y aplicación de funciones de activación.

El tamaño máximo del modelo en punto �jo para el trabajo a tiempo real es de 5 MiB

a 5.9 MiB y además soporta kernels de convolución 1x1 y 3x3.

APU: Es un módulo de preprocesamiento cuya tarea es el preproceso de la dirección

de la voz y su salida de datos. Algunas de sus características son la capacidad para 8

canales de datos de entrada y el soporte de datos de ancho de entrada de 12, 16, 24

y 32 bits. Tiene una frecuencia de muestreo de hasta 182 KHz y utiliza DMAC para

almacenar en la memoria del sistema datos de salida.

Estos son los periféricos que incorpora el chip:

Memoria estática de acceso aleatorio (SRAM) de 8 MiB, divida en 2 partes: una de
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uso general de 6 MiB donde se almacenarán los pesos del modelo y otros parámetros y

otra de 2 MiB donde se almacenarán los mapas de características de entrada y salida.

Memoria programable de una sola vez (OTP).

Acelerador AES.

Puerto de video digital (DVP).

Acelerador FFT.

Acelerador SHA256.

Puerto UART.

Temporizador de vigilancia (WDT).

Interfaz de entrada / salida de uso general (GPIO).

Controlador de acceso directo a memoria (DMAC).

Bus de circuito inter-integrado (I2C).

Interfaz periférica en serie (SPI).

Sonido Inter-Integrado (I2S).

Temporizador.

Memoria de solo lectura (ROM).

Reloj de tiempo real (RTC).

Modulación de ancho de pulso (PWM).
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2.2. Placas utilizadas

2.2.1. Maix Go

Está estructurada en un módulo principal, M1W (ver Figura 2.3) además de un admi-

nistrador de energía ETA6002, una interfaz GPIO, una ranura para una tarjeta Micro-SD,

un micrófono MEMS integrado, interfaces para el LCD y cámara DVP, un interruptor de

marcación de tres vías y un botón de reinicio, un acelerómetro triaxial digital y un RTC

(véase Figura 2.2).

Figura 2.2 : Imagen de la placa Maix Go [7].

El módulo M1W tiene incorporando el Kendryte K210, además de una memoria �ash de

16 MB, un chip MCU WIFI (ESP8285) además de un DC-DC de 3 canales y un conector

de antena IPEX (véase Figura 2.3).

2.2.2. Maix Bit

La placa Maix Bit está formada por el Kendryte K210, una memoria �ash de 128 Mb,

una ranura para una tarjeta Micro-SD, un micrófono MEMS integrado, interfaces para el

LCD y cámara DVP y un DC-DC de 3 canales (véase Figura 2.4).
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