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RESUMEN

Hablar de conduccion autonoma es sinonimo de hablar de reconocimiento de imagenes y detec-
cion de objetos. En el paradigma actual las redes neuronales convolucionales han emergido como
la alternativa mas efectiva para emular la vision humana y detectar los objetos de la calzada.

El proposito de este trabajo es evaluar el funcionamiento de algunas de las redes neuronales mas
actuales empleadas en deteccion de objetos si fuesen integradas en el dispositivo de reconocimiento
de objetos de un coche autonomo. En concreto, el trabajo se centrara en evaluar los siguientes tres
puntos relevantes en los dispositivos de deteccion de objetos:

= Precision
= Velocidad de inferencia
= Coste energetico

Para ello se llevara a cabo un reentrenamiento de una red neuronal generalista en Darknet para
convertirla en una red orientada a conduccion autonoma. La posterior evaluacion se divide en dos
partes

= Precision: Se evaluara atendiendo a la metrica mAP sobre tres datastes distintos: MS COCO,
BDD100k y un pequeno dataset de elaboracion propia.

= Velocidad de inferencia y coste energetico: Seran evaluadas utilizando el kit de herra-
mientas OpenVINO de Intel.
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ABSTRACT

Talking about autonomous driving is synonymous with talking about image recognition and object
detection. Nowadays, Convolutional Neural Networks have emerged as the most e cient alternative
to emulate human vision and to detect objects around the streets.

This project’s purpose is to evaluate some of the most popular existing neural networks if they
were integrated in an autonomous car. In particular the project will focus in the evaluation of this
three relevant measures for a neural network:

= Precision
= Inference speed
= Energy cost

To do so, we will retrain a generalist neural network in Darknet in order to turn it into an
autonomous-driving-oriented neural network. Afterwards, the evaluation will be divided into two
separate parts:

= Precision: It will be evaluated attending to mAP over three di erent data sets: MS COCO,
BDD100k and a small self-made data set.

= Inference speed and energy cost: They will be evaluated with Intel’s OpenVINO toolkit.
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1. Introduccion

1.1. Contexto y antecedentes

Hablar de conduccion autonoma es sinonimo de hablar de reconocimiento de imagenes y deteccion
de objetos. La motivacion principal detras de la conduccion autonoma es que un veh culo pueda
circular por la v a sin necesidad de una persona al volante. Con este n, es necesario una camara
integrada en el veh culo junto con un procesador que reconozca los elementos de la calzada tales
como peatones, senales, otros veh culos, etc y tome decisiones sobre como debe comportarse en
funcion de lo que tiene delante.

La idea de la conduccion autonoma data de 1939 cuando Norman Bel Geddes desarrollo un veh culo
electrico que era controlado por un circuito electrico embebido en el pavimento de la carretera. No
obstante, no fue hasta 1980 cuando Mercedes-Benz introdujo por primera vez la vision por compu-
tador en un veh culo que consiguio recorrer a mas de 100km/h calles sin tra co. [1]

A medida que se tiene un entendimiento mas completo de las imagenes, no solo es deseable clasi -
carlas, ademas se busca una identi cacion precisa del tipo y localizacion de los objetos contenidos
en la imagen. Los principales avances en deteccion de objetos se han llevado a cabo gracias a la
mejora en los modelos de machine learning. Hasta hace no mucho el mejor desempero hab a sido
obtenido utilizando modelos de aprendizaje super cial, es decir, utilizando una o dos capas de re-
presentacion para los datos. Sin embargo, en los ultimos anos las Redes Neuronales Profundas, en
concreto las Redes Neuronales Convolucionales (CNN) han emergido como el modelo mas e ciente
para la deteccion de objetos. [2]

1.2. Motivacion y objetivos

El proposito de este trabajo es evaluar el funcionamiento de algunas de las redes neuronales mas
actuales empleadas en deteccion de objetos si fuesen integradas en el dispositivo de reconocimiento
de objetos de un coche autonomo. En concreto, el trabajo se centrara en evaluar los siguientes tres
puntos relevantes en los dispositivos de deteccion de objetos:

= Precision
= Velocidad de inferencia
= Coste energetico

Para hacer una evaluacion exhaustiva y obtener resultados consistentes se han jado los siguientes
objetivos:

= Evaluar la precision de las redes YOLOv3 y YOLOV4 sobre varios datasets. Estas dos
redes forman parte del paradigma actual de deteccion de objetos.

= Reentrenar YOLOvV4 con un dataset orientado a conduccion autonoma y evaluar la pre-
cision de esta nueva red. YOLOvV4 es una red generalista por lo que en un principio esta
entrenada unicamente para la deteccion de objetos cotidianos como sofas, televisores o per-
sonas. El objetivo es convertirla en una red orientada a conduccion autonoma.

= Determinar, atendiendo a las metricas que se de niran mas adelante que red es mas
precisa. La metrica principal que se va a usar es mAP.



= Para la red mas precisa evaluar su velocidad de inferencia y su coste energetico
sobre distintos hardwares.

= Concluir que red y que hardware de los evaluados son los mas apropiados para
integrar en un coche autonomo.

Para llevar a cabo los objetivos anteriormente expuestos se han empleado principalmente tres
frameworks

= Darknet: Empleado para el reentrenamiento e inferencia orientada a evaluar la precision.
= OpenVINO: Inferencia orientada a evaluar la velocidad.

= Repositorio mAP: Scripts empleados para evaluar la precision.

A pesar de que ano a ano surgen nuevas redes orientadas a vision arti cial, este campo esta todav a
en desarrollo. Por este motivo, las tecnolog as y los frameworks empleados en deteccion de objetos
son a menudo inconexos y requieren distintas versiones de las librer as o emplean formatos distintos
para anotar los objetos que hay en las imagenes.

Imagenes
validacion
Imagenes [ Cambio ano-
entrenamiento | tacion mAP |
Cambio anota- Imagenes
cion Darknet validacion mAP
Imagenes [ Evaluacion mAP ]
anotadas VOC L )
Red YO- [ Reentrenamiento\ Imagenes
LOv4 original L ) inferidas mAP
Transformacion Red YOLOv4 Cambio ano-
alR reentrenada tacion mAP
Red en formato Inferencia Imagenes ano-
IR OpenVINO ! tadas Darknet
Evaluacion
velocidad en
OpenVINO




En el diagrama de la anterior pagina se pueden observar los procesos que han sido necesarios para
integrar los frameworks entre s y llevar a cabo la evaluacion de la precision y la velocidad de
inferencia.

Recorrer el entramado del diagrama e integrar las funcionalidades de los frameworks no es en
absoluto trivial. Para hacer un proceso completo desde un dataset en "crudo™ hasta una evaluacion
exhaustiva de una red reentrenada han sido necesarios numerosos scripts, varios de elaboracion
propia, y un control minucioso de las versiones de las librer as necesarias para cada framework.
Estos scripts sirven para convertir entre fomatos de red y formatos de anotaciones con el objetivo
de adaptarse a los requerimientos de cada framework (ver cuadro 1). Mas alla de la evaluacion de
la red, esta integracion entre frameworks ha sido la base sobre la que se sostiene este trabajo y la
principal aportacion personal.

Formatos de red Formatos de anotaciones
Darknet Archivo .weights MS COCO COCO format
OpenVINO | IR (archivo .bin + archivo .xml) BDD100k Scalabel format

Darknet retrain VOC format
Darknet inference | Darknet format
OpenVINO COCO format
Repositorio mAP | mAP format

Cuadro 1: Formatos de red y anotaciones en los distintos frameworks empleados.

Para concluir la introduccion, en la gura 2 se pueden observar algunos resultados similares a los
que se espera obtener. En la gra ca se compara la precision y la velocidad de algunos de las redes de
deteccion de objetos mas punteras como YOLOV4 o0 YOLOV3 evaluadas sobre diferentes hardwares.

Figura 1: Algunas de las redes mas punteras evaluadas sobre el dataset MS COCO. [19]



2. Introduction

2.1. Context and background

Speaking about autonomous driving is almost as speaking about image recognition and object
detection. The main motivation underlying autonomous driving is that a vehicle could circulate
without a person behind the steering-wheel. To achieve this, an autonomous vehicle needs a camera
and a processor to detect the relevant objects in the street such as pedestrians, tra c signs or other
kind of vehicles in order to make decisions on how to behave.

The rst autonomous driving ideas date from 1939 when Normal Bel Geddes developed an electrical
vehicle which was controlled by an electric circuit. Nevertheless, it was in 1980 when Mercedes-Benz
introduced for the rst time computer vision in the CPU of a vehicle which was able to circulate
at 100km/h around empty streets. [1]

Nowadays there is a deeper understanding of images and it is not only desirable to classify them but
also to identify precisely the kind of objects in the images and their locations. The main breakth-
roughs in object detection have been made when machine learning algorithms were improved. Until
a few years ago super cial learning algorithms, which use one or two representation layers, were
the ones with best performance. However, during the past ve years Deep Neural Networks have
proved to be the most e cient object detection model. [2]

2.2. Motivation and goals

This project’s purpose is to evaluate some of the most popular existing neural networks if they
were integrated in a self-driving car. In particular the project will focus in the evaluation of this
three relevant measures for a neural network:

= Precision
= Inference speed
= Energy cost

In order to do an exhaustive evaluation and obtain consistent results the following goals have been
set:

= Evaluate YOLOvV3 and YOLOV4 precision over several data sets.

= Retrain YOLOV4 using an autonomous-driving-oriented data set and evaluate the the retrai-
ned network precision.

= Using appropriate metrics, determine which of the neural networks is the most precise.

= Evaluate the most precise network inference speed and energy cost in three di erent hard-
wares.

= Conclude which network and which hardware are the best ones to be integrated into an
autonomous vehicle.



To achieve the xed objectives mainly three di erent frameworks have been used:
= Darknet: Used for retraining and inference in order to evaluate precision.
= OpenVINO: Used to perform inference in order to evaluate speed.
= Repositorio mAP: Several scripts used to evaluate precision.

Despite each year new arti cial vision oriented networks appear, this is a developing eld. For this
reason, the technologies and frameworks which are used in object detection are often disconnected,
have very di erent library requirements and use distinct annotation formats for the images.

In the following diagram it can be seen what processes have been necessary in order to evalua-
te precision and inference speed.
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mAP anno-

Training images tation parse

Darknet an- mMAP valida-
notation parse tion images
VOC anno- [ MAP evaluation ]
ted images L )
Original YO- ( Retraining ) mMAP inferen-
LOV4 net L ) ced images
f IR . ) Retrained [ mAP anno- |
| conversion ] YOLOV4 net | tation parse )
OpenVINO [ P ) Darknet an-
IR format net L ] noted images

(Speed evaluation |
in OpenVINO )




Going through the diagram above and integrating the di erent frameworks functionalities is not
trivial at all. The full process from a a raw data set to an exhaustive speed and precision evaluation
requires several scripts, some of which are self-made, and a meticulous libraries version control.
These scripts purpose is to be able to change between annotation and network formats (see frame
2). Beyond the network evaluation, this integration among frameworks is the foundation of this
project and the main personal contribution.

Network formats Annotation formats
Darknet .weights le MS COCO COCO format
OpenVINO | IR (.bin le + .xml le) BDD100k Scalabel format

Darknet retrain VOC format
Darknet inference | Darknet format
OpenVINO COCO format
MAP repository mAP format

Cuadro 2: Network and annotation formats required by the frameworks used in this project.

To conclude the introduction, in gure 2 some results as the ones expected are shown. The graphic
compares precision and speed of some leading edge object detection CNN such as YOLOvV4 or ATSS
over di erent hard-wares.

Figura 2: Some of the most leading edge networks evaluated over MS COCO data set. [19]
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3. Fundamentos teoricos

El proposito de esta seccion es ofrecer una vision general del funcionamiento de las herramientas
que posibilitan el reconocimiento de imagenes, es decir, las redes neuronales y los algoritmos de
deteccion de objetos.

3.1. Qué es una red neuronal

Para ahondar en como funciona una CNN es preciso realizar primero una descripcion mas general
de que es una red neuronal.

Una red neuronal recibe un vector de valores de entrada. Cada uno de los elementos del vector
llega a un nodo llamado neurona. Cada neurona posee una funcion, que modi ca la entrada reci-
bida (esta funcion es una suma ponderada de los valores de entrada). Tras modi car la entrada, la
neurona emite una salida que es recibida por una neurona de la siguiente capa de la red neuronal.
Este proceso se propaga por las distintas capas de la red neuronal hasta llegar a la capa de salida
gue emite una prediccion [3]. La Figura 3 muestra el entramado de conexiones entre las neuronas
de distintas capas.

Capa de Capa Capa de

Entrada Oculta Salida
Entrada 1

—

IO S—0

O, (3) s e
—~OSFG- Y

Entrada n @ ;" @

—

Figura 3: Una red neuronal consta de una capa de entrada, una o varias capas ocultas y una capa
de salida. [3].

Para conseguir que la red neuronal funcione es imprescindible entrenarla. Para entrenar una red
neuronal se deben introducir una serie de casos de entrenamiento cuyo resultado es conocido. El
entrenamiento de una red neuronal consiste en modi car las funciones que alteran los valores de
entrada de cada neurona. Para ello, en funcion del resultado nal obtenido y el resultado nal
esperado la propia red modi ca estas funciones teniendo en cuenta que neuronas han contribui-
do mas al resultado y si el resultado ha sido acertado. Este metodo se denomina ""Backpropagation".

La idea clave detras de que la red neuronal posea varias capas es que cada una de ellas reco-
nozca elementos de la imagen mas complejos que la capa anterior. Para aclarar este concepto se
puede usar el ejemplo de una red neuronal encargada de reconocer d gitos manuscritos. Si uno se
ja en las imagenes de la gura 4 su cerebro identi ca en todas ellas el numero 3, no obstante, los
p xeles en negro y en blanco de cada imagen son muy distintos entre s .
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Figura 4: Las tres imagenes son facilmente reconocibles como un tres pero los p xeles en color negro
de cada una son muy distintos [3].

slghed ik
¥ =2+
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Figura 5: Tanto el cerebro como las redes neuronales descomponen los d gitos en partes mas pe-
quenas para identi carlos [3].

El motivo por el que el cerebro reconoce un 3 en todas las imagenes es que descompone el d gito 3
en dos semic rculos abiertos por la izquierda uno encima del otro. En la misma | nea que el cerebro
humano, una red neuronal busca identi car los rasgos que caracterizan cada d gito. Por ejemplo,
un 9 consta de un ¢ rculo completo y una | nea vertical o un 8 consta de dos ¢ rculos uno encima
del otro como se puede ver en la gura 5.

El proceso que realiza la red neuronal para reconocer un d gito se ilustra en la gura 6: la primera
capa de la red recibe un vector en el que cada elemento representa el valor de un p xel. EIl valor
de cada p xel es 0 si es blanco, 1 si es negro o un valor entre 0 y 1 para la escala de grises entre el
negro y el blanco. De esta manera, una imagen de 28x28 se traduce en un vector con 784 entradas.
En la siguiente capa, cada neurona representa pequenos segmentos que pueden estar presentes o
no en la imagen, en la siguiente capa los patrones se vuelven mas complejos y una neurona puede
representar por ejemplo un c rculo en la parte superior de la imagen o un segmento vertical largo
en la parte derecha de la imagen.

Un punto clave a tener en cuenta es que la neurona que identi ca un c rculo en la parte supe-
rior de la imagen se activa si en la capa anterior se han activado las neuronas que reconocen los
elementos mas simples que componen un ¢ rculo. Finalmente, la ultima capa tendra tantas neuronas
como posibles salidas, en este caso una por cada d gito. La neurona que se activa es la del d gito
gue se ajusta a los patrones de la penultima capa (en la gura 6 se activa el 9 ya que se ajusta a
un ¢ rculo en la parte superior de la imagen y un segmento largo en el lado derecho).
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784 1

Figura 6: Cada capa de la red identi ca pequeros fragmentos de la imagen que se van uniendo
hasta formar un d gito en la capa nal [3].

Cabe destacar que la asignacion que se esta estableciendo entre una neurona y una parte de
la imagen es cticia, es decir, no tiene por que ser exactamente como se ha descrito. De hecho, es
la propia red mediante el entrenamiento la que asigna a las neuronas estas caracter sticas (bordes,
rellenos, colores, etc.) propias del elemento que se quiere reconocer. De esta manera, mediante
un entrenamiento apropiado, una red neuronal puede extraer las caracter sticas que identi can un
d gito, un veh culo o una expresion facial.

3.2. Cémo funciona una Red Neuronal Convolucional

Una vez aclarado el concepto de red neuronal se puede pasar a explicar que es una red neuronal
convolucional (CNN). EI proceso que distingue a una CNN de otro tipo de red neuronal son las
convoluciones. Las convoluciones consisten en tomar grupos de p xeles cercanos de la imagen e ir
operandolos matematicamente contra una pequena matriz nxn que recorre todas las neuronas de
entrada y genera una nueva matriz de salida que sera la siguiente capa de neuronas. A esta pequena
matriz se la denomina "kernel".

Sobre la primera convolucion del kernel se aplica la funcion de activacion que nos permite que-
darse con determinadas caracter sticas de la imagen. La funcion de activacion mas utilizada se
llama ReLu (Recti er Linear Unit) y se aplica de la siguiente manera sobre el valor de cada p xel:
f(x)=max(x,0). [4] Esto se ilustra en la gura 7.

En la gura 7 se utilizan unos valores para el kernel que identi can las | neas verticales de la
imagen. Se puede ver que tras aplicar la convolucion y la funcion Relu, en la ultima matriz de la

gura 7 a oran los segmentos verticales. Si los Os en lugar de estar ubicados en la segunda columna
del kernel lo estuviesen en la segunda la, estar amos identi cando segmentos horizontales de la
imagen.

En la realidad, no se aplica un solo kernel a la imagen, sino que se aplican muchos Itros. Por
ejemplo, con 32 Itros distintos se obtienen 32 matrices de salida distintas. A este conjunto de
matrices se le denomina "mapa de caracter sticas" y dibujan caracter sticas (segmentos, colores,
texturas) de la imagen original que son las que haran posible distinguir un veh culo de un peaton.

13
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Figura 7: El kernel se itera sobre la imagen. Los valores del kernel de la imagen estan elegidos para
encontrar patrones verticales. [4]

Al aplicar 32 Itros distintos, la segunda capa de una red neuronal encargada de procesar una
imagen de 28 28 pixels tiene nada menos que 32 28 28 = 25088 neuronas, un numero que en
las siguientes capas se puede volver inmanejable.

La solucion a este problema es un proceso llamado "subsampling™ que consiste en reducir la can-
tidad de neuronas antes de realizar una nueva convolucion. La idea es reducir el tamaro de las
imagenes Itradas haciendo prevalecer las caracter sticas mas importantes detectadas por cada |-
tro. EI metodo de subsampling mas utilizado es el ""Max-pooling”, que reduce la imagen a la mitad
y se queda con el p xel de mayor valor como se puede ver en la gura 8.

o| ofos| 12
0| 06| 0|12 06| 1,2
o[ 12| of12 12| 1.2
ol 12| of 06 /

Figura 8: De cada cuadr cula 2 2 el "Max-pooling" se queda con el p xel de mayor valor. [4]

El proceso de Itrar, aplicar la funcion de activacion y hacer subsampling se repite sucesivas veces.
Una se han hecho varias convoluciones sobre la imagen de entrada, la salida se conecta con una
red neuronal tradicional multicapa oculta sobre la que se aplica una funcion llamada "Softmax"
encargada de normalizar la salida, es decir, de asignar una probabilidad para cada tipo de objeto
candidato a ser detectado (por ejemplo [perro:0.1, gato:0.05, pajaro:0.85]). Enla gura 9 se muestra
la arquitectura completa de una CNN.
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ARQUITECTURA DE UNA CNN
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Figura 9: Arquitectura completa de una CNN. [4]

3.3. Algoritmos de deteccién de objetos

Dado que el proposito de este trabajo es evaluar y reentrenar los algoritmos mas actuales para el
reconocimiento de imagenes, es necesario aclarar cuales son los principales objetivos del reconoci-
miento de imagenes y cual es el metodo que usan los algoritmos de machine learning para alcanzar
estos objetivos.

Un algoritmo de Machine Learning encargado de detectar objetos debera:
= Detectar y clasi car multiples tipos de objetos (peaton, coche, bici, etc.)
= Segmentar los objetos, es decir, determinar que p xeles de la imagen forman parte del objeto.

= Dar posicion a los objetos, esto es, determinar su posicion (se puede dibujar un rectangulo
alrededor del objeto).

Por tanto, cuando se entrena una red neuronal cuyo proposito es reconocer elementos de una ima-
gen se debe indicar en cada imagen del conjunto de entrenamiento, que objetos estan presentes en
la imagen y cual es la posicion de estos. De esta manera, la salida ya no sera un d gito como en el
ejemplo de la seccion anterior sino que seran tantos objetos como detecte el algoritmo y la posicion
y la dimension de cada uno de ellos.

Para que un algoritmo de deteccion de objetos funcione, primero se debe de tener una CNN entre-
nada para reconocer determinados tipos de objetos, por ejemplo, perros y gatos. La cuestion ahora
es como recorrer la imagen en busca de los objetos que se quieren detectar. Una posible solucion
ser a iterar una ventana deslizante, no obstante esto plantea varios inconvenientes:

= >De que tamano sera la ventana?
= >Cuantos p xeles se deslizara la ventana en cada paso?

= >Si se detecta un objeto en la ventana se puede asegurar su posicion?
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